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Abstract. Developers of distributed open source projects use management and
issues tracking tool to communicate. These tools provide a large volume of
unstructured information that makes the triage of issues difficult, increasing
developers’ overhead. This paper shows the importance of the content of
comments in an open source project to build a classifier to predict the
participation for a developer in an issue. To design this prediction model, we
used two machine learning algorithms called Naive Bayes and J48. We used
the data of three Apache Hadoop subprojects to evaluate the use of the
algorithms. By applying our approach to the most active developers of these
subprojects we found out that J48 presents better results than Naive Bayes in
almost all cases. We also have achieved an accuracy ranging from 79% to
96% when using J48 algorithm. The results indicate that the content of
comments in issues of open source projects is a relevant factor to build a
classifier of issues for developers.

Resumo. Desenvolvedores em projetos de software livre usam ferramentas de
gestdo e acompanhamento de tarefas para se comunicar. Essas ferramentas
fornecem um grande volume de informagoes desestruturadas que dificulta a
triagem de tarefas e atividades gerando uma sobrecarga de trabalho aos
desenvolvedores Este trabalho mostra a importincia do conteudo dos
comentarios em um projeto de software livre para constru¢do de um
classificador para predizer a participagdo de um desenvolvedor em uma
determinada tarefa. Para a elaboragdo desse classificador de predigao,
utilizamos dois algoritmos de aprendizagem de maquina Naive Bayes e J48.
Utilizamos dados de trés subprojetos do Apache Hadoop para avaliar o uso
desses algoritmos. Aplicando nossa abordagem aos desenvolvedores mais
ativos destes subprojetos descobrimos que o algoritmo J48 apresenta
resultados superiores ao algoritmo Naive Bayes. Com o algoritmo J48
obtivemos uma acuracia variando entre 79% a 96%. Os resultados indicam
que o conteudo dos comentdrios publicados em tarefas de projetos de software
livre ¢ um fator relevante para construir um classificador de predi¢do de
tarefas aos desenvolvedores.



1. Introducao

Nos ultimos anos os projetos de software livre despertaram o interesse de empresas e do
mundo académico devido a sua filosofia de desenvolvimento distribuido (Raymond,
1999). Esse interesse foi alavancado pelo esfor¢o voluntirio de milhares de
desenvolvedores espalhados pelo mundo. Devido a natureza descentralizada e
colaborativa dos projetos de software livre, repositorios e ferramentas de gestdo e
acompanhamento de tarefas e erros sdao utilizados para facilitar o planejamento ¢ a
comunicagdo entre os desenvolvedores. A disponibilizagdo dessas ferramentas a
comunidade de desenvolvedores e usuarios agiliza o processo de detec¢ao de falhas e a
elaboracdo de possiveis solugdes, melhorando a qualidade do software (Raymond, 1999;
Anvik et al., 2005). Essas ferramentas mantém diversas informacdes, tais como cddigo-
fonte, historico de alteracdes nos arquivos, quem sdo os desenvolvedores, lista de
tarefas pendentes, entre outras. As mensagens enviadas na lista de tarefas discutem e
mantém um historico de importantes assuntos do projeto, como o desenvolvimento de
novas funcionalidades, falhas, ajuda aos usuarios, decisdes de projeto etc.

As informacdes contidas na lista de tarefas formam uma base de conhecimento do
projeto que pode ser utilizada para auxiliar os proprios desenvolvedores. Entretanto, em
grandes projetos de software livre hd um elevado volume de mensagens, dificultando a
escolha das tarefas em que o desenvolvedor deseja participar. Por exemplo, no més de
mar¢o de 2012 no projeto Apache Hadoop foram enviadas 1.622 mensagens na lista de
tarefas. Assim, os desenvolvedores estdo propensos a perderem oportunidades de
participar de tarefas relevantes ao seu perfil devido ao grande volume de dados e a
dificuldade de selecao.

A dificuldade de sugerir tarefas relevantes aos colaboradores ndo ¢ um problema
exclusivo da comunidade de software livre. Cosley ef al. [2007] propdem um software
que executa o encaminhamento inteligente de tarefas a usudrios na Wikipédia. Abel et
al. [2010] recomenda informacgdes relevantes a usuarios em foruns de discussio em
sistemas e-learning. Este trabalho mostra a importancia do contetido dos comentarios
em um projeto de software livre para constru¢cdo de um classificador para predizer a
participagdo de um desenvolvedor em uma determinada tarefa. O classificador ¢
baseado na andlise de contetdo do vocabuléario utilizado pelo desenvolvedor nas
mensagens enviadas a lista de tarefas. Na andlise de contelido, cada mensagem ¢
transformada em um conjunto de palavras (fokens). Esse formato possibilita definir um
vocabulario para um determinado autor, tarefa ou para todo o projeto.

Para realizar a analise foram coletados dados do projeto Apache Hadoop® da Apache
Software Foundation? que estd dividido em trés subprojetos: Hadoop Commons?,
Hadoop Distributed File System (HDFS)* e Hadoop MapReduce®. Essa analise foi
realizada com objetivo de responder a seguinte questdo de pesquisa:

! http://hadoop.apache.org

2 http://www.apache.org

® http://hadoop.apache.org/common

* http://hadoop.apache.org/hdfs

® http://hadoop.apache.org/mapreduce



Q1 - E possivel predizer a participacio dos desenvolvedores mais ativos na lista de
tarefas (issue tracking) com base na sua historia de participacao?

Para cada desenvolvedor foi construido um classificador que prediz sua participacao em
uma determinada tarefa baseado no seu vocabulario utilizado em outras participagdes.

Na composi¢ao do classificador proposto comparamos os resultados obtidos pelo
algoritmo J48 e pelo classificador bayesiano, detalhados em Quinlan [1993] e Mitchell
[1997]. Para cada desenvolvedor, as tarefas foram divididas em duas classes:
“Participar” ou “Ndo participar”. Em seguida, para a analise do desenvolvedor,
definimos aleatoriamente um conjunto de dados para treino e outro para teste. A
propor¢ao utilizada para a definicdo do conjunto de treino e de teste foi 80-20,
respectivamente.

O restante do artigo esta organizado como segue. Na Secdo 2 sdo apresentados os
trabalhos relacionados. Na Se¢do 3 ¢ apresentado o método de pesquisa utilizado. Os
resultados s3o apresentados na Secdo 4. Por fim, na Se¢do 5 sdo apresentadas as
discussoes, conclusdes e trabalhos futuros.

2. Trabalhos Relacionados

As comunidades de desenvolvedores em projetos de software livre utilizam ferramentas
web para manter diversos tipos de informagdes relacionadas ao andamento do projeto.
Uma desvantagem do uso de tais ferramentas esta diretamente relacionada a sobrecarga
de trabalho atribuida aos desenvolvedores mais experientes na triagem das informagoes
fornecidas pela comunidade (Anvik et al., 2005). Neste sentido, o levantamento descrito
nesta secao preconiza trabalhos que abordam a reducdo da carga de trabalho por meio
da indicacdo de quais tarefas o desenvolvedor deve participar ou em qual lista de e-mail
deve participar.

Matter et al. [2009] apresentam uma abordagem automatica para realizar a triagem de
relatorios de falhas atribuindo a tarefa ao desenvolvedor com a melhor expertise para
lidar com a falha. Os autores construiram um modelo de expertise para cada
desenvolvedor baseado no seu cddigo-fonte produzido. Nesse trabalho foi utilizado o
calculo do cosseno entre o modelo de expertise € um vetor de palavras construido pela
mineragdo do texto do relato da falha para classificar os desenvolvedores. Usando essa
abordagem, reportaram um precision de 33.6% e recall 71.0% no projeto Eclipse.
Seguindo a mesma linha, os trabalhos de Mockus e Herbsleb [2002] e Fritz et al. [2007]
constroem modelos de expertise baseados nas alteracdes realizadas no software pelo
desenvolvedor. Siy et al. [2008] e Alonso et al. [2008] propdem um modelo de
expertise baseado nos diretoérios em que o cddigo-fonte estd localizado. Em ambos os
trabalhos os autores consideram que um desenvolvedor tende a trabalhar em arquivos
que se localizam em diretorios proximos, e dessa forma sdo mais capacitados para
responder a questdes relacionadas a essa parte do software.

O nosso trabalho considera o historico de mensagens publicadas pelo desenvolvedor
como o Unico fator para predizer a sua participagdo em uma determinada lista de tarefas.
Uma abordagem semelhante ¢ apresenta por Cubranic ¢ Murphy [2004], que propdem a
aplicacdo do classificador bayesiano para auxiliar a triagem de falhas. No processo de
classificagdo, os autores realizaram uma caracterizagao textual considerando a descri¢cao




das falhas e obtiveram 30% de acuricia na aplicagdo dessa abordagem em um grande
projeto de software livre. Canfora e Cerulo [2005] tragaram um esbog¢o de uma técnica
de recuperagdo de informacao que alcanga recall de 20% aplicada no projeto Mozilla.

Anvik et al. [2006] apresentam uma abordagem que automatiza parte do processo de
triagem dos relatorios de falhas. Baseado no conjunto de desenvolvedores recomendado
pelo algoritmo de aprendizagem de maquina SVN, o responsavel pela triagem indica
um desenvolvedor mais qualificado para resolugdo de falhas. O algoritmo ¢ treinado
com dados textuais sobre o relatério de falhas anteriores rotulados com o desenvolvedor
que resolveu a falha. O precision alcancado com essa abordagem foi de 57% e 64% para
os projetos Eclipse e Firefox, respectivamente.

Ibrahim et al. [2010] apresentam um trabalho com uma abordagem semelhante a nossa,
no entanto, aplicado para predi¢des em lista de e-mails. Os autores desenvolveram um
modelo que prediz a participagdo do desenvolvedor em uma discussao por e-mail. Esse
modelo ¢ desenvolvido baseado no comportamento historico do desenvolvedor. Esse
trabalho também mostrou que a quantidade de mensagens de uma discussdo, o
conteudo, o remetente € a €poca em que a mensagem ¢ submetida influenciam o
comportamento do desenvolvedor. O classificador bayesiano e a arvore de decisdo
foram usadas para aplicar a abordagem em listas de e-mails dos projetos da Apache,
PostGreSQL e Python. Bird [2012] construiu um modelo Unico para todos os
desenvolvedores baseado em uma rede neural para predizer quais e-mails um
determinado desenvolvedor teria interesse.

As abordagens apresentadas nesta secdo buscam fornecer meios automatizados para
reduzir a carga de trabalho dos desenvolvedores em projetos de software livre e
possuem caracteristicas similares as apresentadas neste trabalho. No entanto, nossa
abordagem procura recomendar ao desenvolvedor sua participagdo em lista de tarefas
baseada no seu envolvimento com o projeto em listas anteriores. O desenvolvedor pode
colaborar na lista de tarefas indicada pela abordagem de diversas formas, ndo se
limitando a realizar commits ou encaminhar novos patches.

3. Método de Pesquisa

O método ¢ composto de trés passos: coleta, preparacao e classificagdo dos dados.

3.1. Coleta de Dados

Para conduzir a anélise e construcdo do classificador, primeiramente realizamos a coleta
dos dados da lista de tarefas dos projetos mencionados. Esses dados estao disponiveis
no proprio website dos projetos. Para extrair os dados foi desenvolvido um minerador
que realiza a coleta dos dados por meio da URL
“https://issues.apache.org/jira/browse/<NOME_PROJETO>-<NUMERO_ISSUE>”,
com o qual extraimos as seguintes informacdes para cada tarefa (issue):

descricao;

usuario relator (reporter);

data de criagao;

data da fechamento;

prioridade;

status atual;

comentarios (com autor, data e mensagem).



No entanto, utilizamos somente os dados contidos nos comentarios publicados na tarefa.
A Tabela 1 mostra informagdes sobre os dados coletados.

Neste artigo utilizamos uma amostra dos dez desenvolvedores que mais publicaram
comentarios em tarefas de cada projeto. Essa amostra representa os desenvolvedores
que enviaram mais de um terco do total de comentarios de cada projeto. E possivel notar
que a concentragdo dos comentdrios ¢ maior no subprojeto HDFS. Esses dez
desenvolvedores publicaram 57,2% de todos os comentarios existentes no projeto.

Tabela 1. Resumo dos dados coletados.

Subprojetos Hadoop Commons HDFS Hadoop MapReduce
Tarefas (issues) 7.720 2.980 3.591
Comentarios 76.065 34.051 36.987
Desenvolvedores 1.035 512 614
Inicio da coleta 01-2006 03-2006 05-2006
Fim da coleta 04-2012 04-2012 04-2012
% de comentérios dos desenvolvedores o o o
mais ativos (TOP10) 37,3% >7,2% 39%

A Figura 1 ilustra a evolucdo da quantidade de comentérios publicados em cada projeto.
As linhas verticais representam releases no periodo. E possivel notar que existe uma
concentracdo de releases entre 2007 e 2009 e a partir de 2011.
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Figura 1. Distribui¢do temporal das mensagens.

A Erro! Autoreferéncia de indicador nao valida. mostra a taxa de participacdo em
tarefas de cada um dos desenvolvedores em cada projeto. Essa taxa € a proporcao entre
as tarefas em que o desenvolvedor colaborou e as tarefas em que ndo colaborou. Se a
taxa de participacdo € proxima a 1 entdo a quantidade de tarefas em que o
desenvolvedor participou ¢ proxima a quantidade de tarefas em que ndo participou.
Caso contrario, a classe “Ndo participar” ¢ maior que a classe “Participar”.



Tabela 2. Taxa de participacéo.

Desenvolvedor Hadoop Common HDFS Hadoop MapReduce
Top-1
0,28 0,45 0,23
Top-2
0,19 0,33 0,25
Top-3
0,21 0,24 0,13
Top-4
0,13 0,28 0,13
Top-5
0,12 0,15 0,13
Top-6
0,11 0,11 0,09
Top-7
0,09 0,22 0,15
Top-8
0,13 0,14 0,11
Top-9
0,12 0,10 0,10
Top-10
0,07 0,14 0,06

Para evitar ambiguidade definimos formalmente os dados coletados. Uma lista de
tarefas de um determinado projeto p € definida pelo conjunto:

|SSUESp = {il, iz, i3, ooy in},
em que n ¢ a quantidade de tarefas do projeto p. Podemos ainda representar o conjunto

de todos os desenvolvedores de um determinado projeto p como:
AUTHORS, = {ay, a,, as,..., an }»

em que m ¢ a quantidade de desenvolvedores que comentaram em alguma tarefa iy €
ISSUE,, para qualquer 1< k < n. Também podemos representar todos os comentarios de
um projeto p como:

Cp={c1, C2 C3,.0.Cq

em que g ¢ a quantidade de comentarios publicados no projeto p. Uma tarefa iy €
ISSUE,, com 1 < k <n ¢ representada pela tripla:

ix = <Ci, din, dou™,

em que Cy; < C, € o subconjunto de todos os comentarios publicados na tarefa iy € d;, e
due 830 as datas da publicacdo do primeiro e Gltimo comentério, respectivamente.

Um desenvolvedor a, € AUTHORS,, sendo 1 <r < m ¢ representado pela tripla:
ar = <Car: din: dOUt>1

em que C,- < C, € o subconjunto de todos comentarios que esse desenvolvedor publicou
no projeto e d;, € d,, sao0 as datas da publicagdo do primeiro e ultimo comentario desse
desenvolvedor. Dessa forma, podemos notar que o conjunto de todos os comentarios do
projeto p € igual a unido de todos os comentarios das tarefas, ou ainda, € igual a unido
de todos os comentarios dos desenvolvedores, conforme:

C,=CuuCpu..uCp=CuauUCyu..UCun,

Um comentario ¢ € C, ¢ representado pela tripla:
c=<T,d a>,

em que 7, € conjunto de fokens que compdem o comentario ¢, d € a data de publicacdo e
a € AUTHORS, ¢ o desenvolvedor que publicou esse comentario.



Podemos representar o conjunto de todos os tokens do projeto p como:
WORLD, =T;uT,U...uT,| Ve e Cp,

Analogamente, podemos representar todos os tokens de uma tarefa iy € ISSUE, como:

TOKENS, =T, uT,U...uTy| Ve € C,

em que w ¢ a quantidade de elementos do conjunto Cjy.

3.2. Preparacio dos dados

O processo de preparagdo de dados consistiu em organizar e criar o conjunto WORLD,,
dos subprojetos da Apache Hadoop. O primeiro passo foi identificar e remover da nossa
amostra os comentarios que foram inseridos por sistemas de software de integrag¢do
continua, tal como o Hudson®. Com esse simples passo foi possivel remover uma grande
quantidade de comentarios irrelevantes a este trabalho como apresentado na Tabela 3.

Tabela 3. Resumo do processo de preparacdo dos dados.

Comentario Hadoop Commons HDFS Hadoop MapRaduce
% de comentarios extraidos 18,8 24,6 29,9
#comentarios restantes 61.769 25.688 25.932
#tokens 59.733 27.774 31.294

Em seguida, utilizamos o Apache Lucene™’ (AL) na versdo 3.5 para retirar as
marcagdoes HTML dos comentérios, realizar o processo de fokenizac¢do, extracao dos
stopwords e lematizagdo (stemming). Usamos o tokenizer ¢ a lista de stopwords padrao
do AL e aplicamos o algoritmo de lematizacdo amplamente utilizado de Martin Porter
[1980]. Consideramos também urls € nomes de pacotes de codigo-fonte como tokens
unicos. A Tabela 3 mostra o tamanho do conjunto WORLD,, de cada projeto.

Entendemos que o processo de preparacdo dos dados ainda pode ser mais bem
explorado a fim de melhorar os resultados apresentados neste trabalho. Por exemplo, o
trabalho Cubranic e Murphy [2004] indica que ha pouco ganho com a lematizagao.
Outro aspecto de estudo, ¢ o fato de existir trechos de comentarios que sdo compostos
por codigo-fonte e podem ser tratados de uma melhor maneira.

3.3. Classificac¢ao

Apos os dados terem sido preparados, para cada desenvolvedor do projeto, dividimos
aleatoriamente o conjunto /SSUES, em dois subconjuntos, um para treino com 80% das
tarefas e outro para teste com os 20% restantes. Os dois subconjuntos foram utilizados
para classificar se o desenvolvedor participa ou ndo em uma determinada tarefa baseado
em seu conteudo. Para a predigdo utilizamos dois algoritmos: o algoritmo de arvore de
decisdo J48 e o algoritmo de classificacdo bayesiana Naive Bayes, ambos
disponibilizados pelo WEKA®, um ambiente para analise de conhecimento que
implementa varios algoritmos de aprendizado de maquina.

® http://hudson-ci.org/
" http://lucene.apache.org/
8 http://www.cs.waikato.ac.nz/ml/weka



A arvore de decisao ¢ um modelo de aprendizado de maquina que prediz o valor do
atributo alvo para uma nova instancia baseado nos valores de varios outros atributos
disponiveis. O atributo alvo que sera predito ¢ conhecido como variavel dependente,
pois seu valor depende ou ¢ decidido pelos valores de todos os outros atributos
(varidveis independentes). Para classificar uma nova instancia, ¢ necessario criar uma
arvore de decisdo baseada nos valores dos atributos do conjunto de treinamento. Com a
arvore de decisdo gerada, basta verificar os valores dos atributos da nova instancia para
predizer o valor do atributo alvo.

O algoritmo de classificagdo bayesiana ¢ baseado na regra de Bayes da probabilidade
condicional. O algoritmo utiliza todos os atributos contidos nos dados do conjunto de
treinamento, e os analisa de forma individual como se fossem igualmente importantes e
independentes uns dos outros. O classificador bayesiano considerard separadamente
cada um desses atributos quando classificar uma nova instancia.

Para a execugdo dos algoritmos no ambiente WEKA utilizamos um computador com
processador de quatro nicleos com 2.9 GHz, 8GB de memodria RAM e um sistema
operacional de 64 bits. Devido a grande quantidade de tokens do projeto Hadoop
Commons e esse limite de memoria RAM, ndo foi possivel executar os algoritmos com
todos os dados desse projeto. Entdo, para viabilizar a andlise reduzimos o conjunto
WORLD ommon para 70% do original por meio de um algoritmo que calcula a relevancia
de cada t € WORLD .opmon de acordo com a equagdo definida em Jone [1972]:

score (t) = tf(t, d)* idf(t, D)

Vale ressaltar que essa reducgdo foi realizada somente para o projeto Hadoop Common.
Para os demais projetos mantivemos o conjunto WORLD,, inalterado. Os resultados sdo
apresentados na Secao 4.

3.3.1. Formato de entrada dos dados

Para execucdo dos algoritmos os subconjuntos de dados de treino e teste foram
formatados em uma matriz de entrada como ilustra a Figura 2.

WORLD,
Atrib
4 / t2 f3 ot thORLDfJ Ahtrol(g:f\)

i;| 0 1 1 1 1

2} i1 0 0 0 0

Sliz| 0 1 1 0 0
2

i, 1 1 1 1 0

Figura 2. Matriz de entrada dos dados.

As linhas da matriz sdo representadas pelos elementos do conjunto ISSUES, e as
colunas, salvo a ultima, sdo representadas pelos elementos do conjunto WORLD,. A
matriz foi construida seguindo duas regras. A Regra 1 estabelece o preenchimento das
células da matriz, menos as da ultima coluna.



Regra 1: Seja uma tarefa iy € ISSUES; e um token t; e WORLD,,
. (1 se t; € TOKENS;
(i ] ‘{0 se t; ¢ TOKENS

Com isso, todos os fokens pertencentes a tarefa sdo assinalados com 1, definindo seu
vocabulario.

As células da coluna 44, que representa o atributo alvo a ser predito, sao preenchidas
respeitando a Regra 2.

Regra 2: Seja uma tarefa iy € ISSUES; e um desenvolvedor a, e AUTHORS,

se CixNCor + O

, 1
Mlz, AA] {0 se CuNCy =0

Aplicamos dois filtros adicionais nos dados de entrada. O primeiro filtro foi aplicado
tanto no subconjunto de treino quanto no de teste, descartando as tarefas em que o
desenvolvedor nao teve a oportunidade de participar. Para isso, definimos o escopo para
a tarefa como o intervalo entre a publicagdo da primeira e da ultima mensagem
publicada. Também definimos o escopo para o desenvolvedor como o intervalo entre a
sua primeira e a ultima mensagem publicada, independente da tarefa. Esse filtro respeita
o foi estabelecido na Regra 3.

Regra 3: Dado uma tarefa ik € ISSUESp e um desenvolvedor ar e AUTHORSp
{descartar(ik)’ se iy [dout] <ar [din] OR I [din] > ay [dout]
manter(iy), caso contrario
Nessa abordagem identificamos seis tipos de tarefas como ilustra a Figura 3.

Escopo do
Desenvolvedor

ar th ar dou

Tarefas

%"

tempo

Figura 3. Tipos de Tarefas.

As tarefas do tipo 1 sdo aquelas que comec¢am antes do inicio do escopo do
desenvolvedor, mas terminam dentro do escopo. As tarefas do tipo 2 sdo aquelas que
iniciam dentro do escopo do desenvolvedor, mas terminam fora. As tarefas do tipo 3
estdo totalmente contidas no escopo do desenvolvedor. As tarefas do tipo 4 permeiam
por todo escopo do desenvolvedor, mas iniciam e terminam fora. As tarefas do tipo 5
comecam e terminam antes do inicio do escopo do desenvolvedor. E por ultimo, as
tarefas do tipo 6 iniciam e terminam apos o término do escopo do desenvolvedor. Com



esses seis tipos de tarefas, entendemos que o desenvolvedor teve, em algum momento, a
oportunidade de colaborar com as tarefas dos tipos 1, 2, 3 e 4. As tarefas dos tipos 5 ¢ 6
foram descartadas por estarem totalmente fora do escopo do desenvolvedor, nao
oferecendo a oportunidade de participagdo. Portanto, para a predicdo de cada
desenvolvedor, o universo de tarefas do projeto foi reduzido de acordo com seu escopo.

O segundo filtro, aplicado somente no subconjunto de teste, descarta todos os tokens
proferidos pelo desenvolvedor em cada tarefa. Utilizamos essa abordagem baseado na
premissa de que os tokens proferidos pelo desenvolvedor dardo vantagem a tarefa na
predi¢do, por fazerem parte de seu vocabulério e, provavelmente, terem sido utilizados
no treinamento. Dessa forma, esse filtro tem como objetivo evitar um viés na predigao.

3.3.2. Avaliacdo dos Resultados

Por se tratar de um aprendizado de maquina tipico, utilizamos a matriz de confusdo para
avaliar os valores de precision (p), recall (r) e da acuracia (a) dos resultados. A Tabela
4 mostra a matriz de confusdo, na qual temos quatro tipos de resultados: verdadeiro
positivo (vp), falso positivo (fp), falso negativo (fn) e verdadeiro negativo (vn).

Tabela 4. Matriz de confusao.

Classes previamente Classificado como
conhecidas Participar N&o participar
Participar
vp fn
N&o participar
fp vn

No contexto de classificacao, a medida de precision ¢ a fragao dos valores classificados
que sdo relevantes e a medida de recall ¢ a fragdo dos valores relevantes que foram
classificados com sucesso.

vp n

Pcontribuir = Up—+fp Pnaocontribuir = wn + le
vp vn

Yeontribuir — m Thaocontribuir = v+ fp

A acuricia ¢ medida por meio dos resultados verdadeiros (vp e vn). Uma acuricia
préoxima ao valor 1 indica que os valores obtidos na classificagdo sdo proximos aos que
eram conhecidos previamente.
vp +vn
a =
vp+vn+fp+fn

Podemos interpretar a medida de ppaicipar cOMo a probabilidade de que uma tarefa
classificada como “Participar” seja realmente verdadeira e a medida de 7,aicipar COMO a
probabilidade de que uma tarefa em que o desenvolvedor participou seja classificada
como “Participar”. As medidas de puaoraricipar € TnaoParticipar SEEUEM 0 MeSMO raciocinio.
A acurdcia pode ser interpretada como a qualidade de classificagdo dos valores
verdadeiros independente da classe a qual pertencem.



4. Resultados

As Tabelas 5, 6 ¢ 7 mostram as medidas de recall, precision e acuricia obtidas pelo
algoritmo de classificacdo Naive Bayes e J48 nos subprojetos Hadoop Common,
MapReduce ¢ HDFS, respectivamente. Os resultados alcancados pelo algoritmo J48
foram superiores ao algoritmo Naive Bayes atingindo uma melhoria da taxa média da
acuracia de 11,2%, 9,6% e 13,3% para os subprojetos Hadoop Common, MapReduce e
HDFS respectivamente.

Mesmo possuindo as informagdes sobre o nome e dados de acesso dos desenvolvedores
analisados, optamos por preservar suas identidades e referencia-los apenas por Top-1 a
Top-10. Desta forma, o desenvolvedor Top-1 é aquele que mais postou comentarios em
listas de tarefas do projeto.

A Tabela 5 apresenta o resultado da predicdo dos desenvolvedores do subprojeto
Hadoop Common, utilizando o algoritmo de Naive Bayes e o J-48. Na figura as células
sombreadas com valores em negrito apresentam o melhor resultado quando
comparamos os dois algoritmos. A escala de cinza representa a diferenca proporcional
dos acertos, sendo que quanto mais escuro o fundo da célula, maior a diferenca (o fundo
mais claro representa diferencas pouco significativas, e o fundo mais escuro representa
diferengas muito significativas). Pode-se perceber que o algoritmo J-48 supera o Naive
Bayes em todos os casos, ressaltando as taxas obtidas para a classe “Participar”, em que
0 J48 supera muito o algoritmo Naive Bayes.

A Figura 5 mostra ainda que as taxas de recall e precision para a classe “Ndo
participar” sdo mais satisfatorias que as taxas da classe “Participar” para os dois
algoritmos. Esse comportamento ¢ similar ao apresentado nas Tabelas 6 e 7. Para o
algoritmo J48, a taxa de recall para a classe “Participar” varia entre 0,2 e 0,54 com
precision de 0,53 e 0,91. A classe “Ndo participar” apresenta recall entre 0,96 e 1 com

taxa de precision variando entre 0,83 e 0,95.

Tabela 5. Taxas de recall, precision e acuracia — Hadoop Common.

Naive Bayes 148
Desenvolvedor N3o Participar Participar . N3o Participar Participar .
. Acuracia Acurdcia
Recall | Precision |Recall |Precision Recall | Precision | Recall | Precision

Top-1 0,85 0,81 0,27 0,34 0,73 0,97 0,83 0,30

Top-2 0,87 0,86 0,21 0,23 0,77 0,98 0,90 0,37

Top-3 0,86 0,84 0,26 0,28 0,75 0,96 0,86 0,30

Top-4 0,88 0,89 0,20 0,19 0,80 0,99 0,92 0,39
Top-5 0,91 0,91 0,27 0,28 0,84 0,99 0,92 0,34
Top-6 0,90 0,92 0,28 0,24 0,83 0,98 0,92
Top-7 0,90 0,93 0,23 0,16 0,84 0,98 0,95
Top-8 0,92 0,89 0,13 0,17 0,83 0,98 0,90
Top-9 0,89 0,91 0,27 0,22 0,82 0,98 0,95
Top - 10 0,93 0,93 0,09 0,09 0,87 1,00 0,95

A Tabela 6 apresenta o resultado da predi¢do para os desenvolvedores do subprojeto
MapReduce. Percebemos que em poucos casos o algoritmo Naive Bayes superou o
algoritmo J48. Entretanto, o J48 continua apresentando-se mais eficiente que o Naive



Bayes no geral. Destacamos aqui o desenvolvedor Top-9, que apresentou menor taxa de
recall de toda nossa amostra para o algoritmo J48. Apesar disso, a média da taxa de
recall e precision mantiveram-se semelhantes ao subprojeto Hadoop Common.

Tabela 6. Taxas de recall, precision e acuracia — Hadoop MapReduce.

Naive Bayes 148
Desenvolvedor Nao Contribuir Contribuir Acurdcia Nao Contribuir Contribuir Acuricia
Recall | Precision | Recall | Precision Recall | Precision | Recall | Precision
Top-1 0,86 0,81 0,24 0,30 0,73 0,97 0,88 0,47
Top-2 0,88 0,86 0,36 0,41 0,79 0,97 0,86 0,29
Top-3 0,93 0,91 0,18 0,24 0,85 0,99 0,93
Top-4 0,92 0,89 0,22 0,28 0,83 0,98 0,91
Top-5 0,89 0,88 0,12 0,14 0,80 1,00 0,91
Top-6 0,95 0,91 0,06 0,11 0,87 0,99 0,94
Top-7 0,87 0,88 0,14 0,12 0,78 0,99 0,92
Top-8 0,92 0,91 0,20 0,21 0,85 0,98 0,93
Top-9 0,93 0,91 0,21 0,85 1,00 0,90
Top - 10 0,95 0,94 0,11 0,15 0,90 1,00 0,95

A Tabela 7 apresenta os resultados para o projeto HDFS. Mais uma vez o algoritmo J48
superou o algoritmo Naive Bayes para todos os casos. As taxas obtidas no projeto
HDFS representam os melhores resultados com os maiores valores de recall e de
precision. Entre os desenvolvedores do subprojeto HDFS, destacamos o Top-10 que

apresentou a maior taxa de recall na classe “Participar” da amostra.

Tabela 7. Taxas de recall, precision e acuracia — J48 - HDFS.

Naive Bayes 148
Desenvolvedor Nao Contribuir Contribuir N&o Contribuir Contribuir
Acurécia Acuracia
Recall | Precision | Recall | Precision Recall | Precision | Recall | Precision
Top-1 0,86 0,72 0,26 0,47 0,67 0,94 0,79 0,46 0,78 0,79
Top-2 0,86 0,75 0,18 0,31 0,69 0,97 0,81 0,33
Top-3 0,83 0,83 0,27 0,28 0,72 0,97 0,88 0,45
Top-4 0,87 0,79 0,23 0,36 0,72 0,95 0,84 0,41
Top -5 0,91 0,89 0,29 0,33 0,82 0,97 0,90 0,31
Top -6 0,92 0,90 0,06 0,07 0,84 0,99 0,93
Top-7 0,89 0,81 0,21 0,34 0,75 0,99 0,85
Top - 8 0,89 0,91 0,29 0,23 0,82 0,97 0,93
Top -9 0,92 0,95 0,30 0,20 0,88 0,99 0,97
Top - 10 0,91 0,88 0,17 0,21 0,81 1,00 0,95

A Tabela 8 apresenta um resumo com as médias das taxas de recall, precision e
acuracia para os trés projetos, aplicando-se os dois algoritmos de classificacdo. Pode-se
ver que na média, como era esperado, o algoritmo J48 supera o algoritmo Naive Bayes.
Para o algoritmo J48, as médias das acuracias por projeto foram 90%, 91% e 87%,



mostrando que o algoritmo tem eficacia alta. O ponto negativo fica por conta do recall e
da classe “Participar”, que nao ultrapassa 41%. O precision para essa mesma classe,
apresenta valor maximo de 78%. Apesar de baixo frente a classe “Ndo participar”, o
valor ¢ alto se compararmos, por exemplo, com o trabalho de Matter et al. [2009].

Tabela 8. Taxas médias de recall, precision e acuracia - J48.

Naive Bayes 148
Projeto N3o Contribuir Contribuir L. N3o Contribuir Contribuir L.
Acuracia Acuracia
Recall | Precision | Recall | Precision Recall | Precision | Recall | Precision
Hadoop Common | 0,89 0,89 0,23 0,24 0,81 0,98 0,91 0,34 0,90
Map Reduce 0,91 0,89 0,20 0,25 0,83 0,99 0,91 0,33 0,91
HDFS 0,89 0,84 0,23 0,30 0,77 0,97 0,89 0,41 0,87

A Figura 4 apresenta trés graficos que mostram uma comparagao entre os resultados das
acuracias alcangadas com os subprojetos em estudo para o Naive Bayes e o J48. Nota-se
que o algoritmo J48 ¢ melhor que o algoritmo Naive Bayes para todos os casos.
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Figura 4. Naive Bayes versus J48.

A Figura 5 apresenta o grafico que mostra a relacdo entre a acurdcia obtida pelo
algoritmo J48 e os desenvolvedores que estdo ordenados de acordo com a taxa de
participagdo apresentada na A Erro! Autoreferéncia de indicador nao valida. mostra a
taxa de participagdo em tarefas de cada um dos desenvolvedores em cada projeto. Essa
taxa ¢ a propor¢do entre as tarefas em que o desenvolvedor colaborou e as tarefas em
que nao colaborou. Se a taxa de participagdo € proxima a 1 entdo a quantidade de tarefas
em que o desenvolvedor participou € proxima a quantidade de tarefas em que ndo

’ .

participou. Caso contrario, a classe “Ndo participar” € maior que a classe “Participar”.
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Figura 5. Relagé@o da acuracia dos dez desenvolvedores entre os trés projetos.

5. Discussao

Em nossa analise utilizamos os comentarios publicados nas discussdes das listas de
tarefas em trés subprojetos de um software livre. A amostra foi limitada aos dez
desenvolvedores que mais publicaram comentarios. Ndo podemos afirmar que os
mesmos resultados serdo obtidos para os desenvolvedores com menos participagdes,
pois o vocabulario desses desenvolvedores seria menor. Um possivel trabalho futuro ¢
aplicar o algoritmo para uma amostra maior de desenvolvedores para verificar a
generalizacdo da abordagem. Os resultados obtidos pelo classificador elaborado usando
os métodos descritos na Se¢ao 2 visam responder a seguinte questao de pesquisa:

Ol - E possivel predizer a participagio dos desenvolvedores mais ativos na lista de
tarefas (issue tracking) com base na sua historia de participa¢do?

As Tabelas 5, 6, 7 e 8 mostraram o resultado da predicdo com uma alta acuricia,
variando de 79% a 96%. No entanto, esse classificador apresenta uma baixa taxa de
recall para a classe “Participar”. Entendemos que isso ¢ uma deficiéncia do nosso
classificador, visto que ao ndo atribuir ao desenvolvedor uma tarefa em que poderia
participar, deixamos de aproveitar o seu potencial e conhecimento. Entretanto, os
resultados mostram que, dentre as tarefas indicadas ao desenvolvedor, a taxa de
precision apresentou uma média de 75%variando entre 53% e 97%. Suspeitamos que
melhores resultados para caracterizar um desenvolvedor possam ser obtidos quando
outros fatores, tais como os apresentados em (Matter et al., 2009), sdo combinados a
nossa abordagem.

A alta acurécia do nosso classificador deve-se aos resultados obtidos com a classe “Ndo
participar”. Essa participacdo ¢ significativa, visto que nosso classificador foi
satisfatorio ao identificar tarefas que ndo sdo de interesse ou do conhecimento do
desenvolvedor. Comportamento semelhante das classes “Participar” e “Ndo participar”
pode ser visto em Ibrahim ef al. [2010] que apresentaram resultados de um classificador
bayesiano para predizer a participacdo de um desenvolvedor em lista de e-mails.



Ao comparar nossa abordagem com outros trabalhos relacionados, vimos que
apresentamos melhores resultados do que aqueles obtidos por Cubranic e Murphy
[2004] e por Canfora e Cerulo [2005]. No entanto, esses trabalhos procuram identificar
qual desenvolvedor ¢ o mais adequado para resolver uma falha especifica no projeto.
Como nosso objetivo ¢ predizer a participacdo de um desenvolvedor em uma
determinada tarefa, ndo ¢ possivel comparar os resultados de maneira tdo simplificada.

Neste trabalho ainda exploramos o desempenho do classificador construido pelo
algoritmo Naive Bayes. No entanto, como demostrado na Secdo 4, o algoritmo J48
apresentou melhores valores de acuracia sobre o algoritmo Naive Bayes para os dez
desenvolvedores em todos os subprojetos. A maior diferenca (14,5%) foi apresentada
pelo desenvolvedor Top-3 do projeto HDFS e a menor diferenga (4,7%) pelo
desenvolvedor Top-10 do subprojeto MapReduce. No entanto, obtivemos um aumento
da acuracia de 11,2%, 9,6% ¢ 13,3% em média para o Hadoop Common, MapReduce e
HDFS, respectivamente ao aplicarmos o algoritmo J48.

A Figura 5 apresenta um grafico que faz uma relacdo entre a participagdo dos
desenvolvedores (veja A Erro! Autoreferéncia de indicador nao valida. mostra a taxa
de participacdo em tarefas de cada um dos desenvolvedores em cada projeto. Essa taxa ¢
a proporcao entre as tarefas em que o desenvolvedor colaborou e as tarefas em que nao
colaborou. Se a taxa de participacdo € proxima a 1 entdo a quantidade de tarefas em que
o desenvolvedor participou ¢ proxima a quantidade de tarefas em que ndo participou.
Caso contrario, a classe “Ndo participar” ¢ maior que a classe “Participar”.

Tabela 2) e a taxa da acuracia do classificador construido pelo algoritmo J48. Podemos
notar que o comportamento entre a taxa de acurdcia dos dez desenvolvedores mais
ativos € semelhante nos trés projetos. Um resultado ndo esperado pode ser visto no
crescimento dos valores de acuracia. Esse crescimento indica que entre os TOP10 existe
uma tendéncia de quanto menor € a participacdo melhor € a acuricia na classificacao de
sua participacdo ou ndo em tarefas. Vale ressaltar que mesmo sendo o ultimo entre os
dez, sua participagdo € muito significativa no projeto. Esse comportamento de
crescimento foi encontrado nos trés subprojetos analisados, no entanto, ¢ necessario
mais estudos para investigar se também ocorre para outros conjuntos de
desenvolvedores. Pode-se atribuir tal comportamento ao corte realizado na lista de
termos dos desenvolvedores (30% o conjunto WORLD .ommoen), que pode ter retirado do
vocabulario termos que seriam relevantes para melhorar a classificagdo dos
desenvolvedores mais ativos. Para eliminar tal ameaca seria necessario utilizar o
vocabulério completo dos desenvolvedores, o que requer alto processamento e grande
quantidade de memoria.

6. Ameacas a validade

Os resultados da analise sdo especificos para os projetos analisados, ndo podendo ser
generalizados. Os projetos podem possuir diferentes caracteristicas decorrentes da
estrutura organizacional ou do dominio da aplicagdo. A andlise com uma maior
quantidade de projetos, ou com o ecossistema do Apache Software Foundation tornaria
os resultados mais genéricos.



A anélise foi realizada com base em dados coletados desde a criagdo do projeto € no
inicio ndo havia uma separagdo formal dos subprojetos. Assim, suspeitamos que
algumas das tarefas que eram destinadas ao HDFS ou ao MapReduce possam ter sido
publicadas na lista do Hadoop Common.

Devido a uma restricdo imposta pela limitagdao fisica do equipamento utilizado para
executar os algoritmos, tivemos que reduzir em 30% o conjunto WORLD .opmon. O uso
de todo o vocabulario em maquinas com maior poder de processamento € memoria,
podem gerar resultados melhores para os desenvolvedores mais ativos. Existe ainda a
possibilidade de avaliar a eficiéncia do uso da frequéncia de termos (TF) ao invés do
TF-IDF, para amenizar tal viés.

A abordagem para a extracdo dos fokens que compdem o conjunto WORLD, pode ser
melhor explorada, principalmente com relagdo aos codigos-fonte publicados nas tarefas.

Nao ¢ possivel também afirmar que a abordagem tem os mesmos resultados para os
desenvolvedores com menor quantidade de comentarios enviados. Como dito
anteriormente, uma analise com uma amostra maior € com desenvolvedores escolhidos
aleatoriamente deve ser conduzida futuramente para verificar a efetividade da
abordagem em outros casos. Adicionalmente, podemos dizer que os classificadores
utilizados tem como base a andlise do vocabulario do desenvolvedor utilizado em
comentarios anteriores, ¢ pode nao proporcionar os mesmos resultados para novos
desenvolvedores (problema de cold start).

7. Conclusao

Neste trabalho apresentamos resultados que indicam que o contetdo dos comentarios
publicados em tarefas (issues) de projetos de software livre ¢ um importante fator para
construir um classificador de predi¢do de tarefas aos desenvolvedores. Baseado neste
fator, mostramos que € possivel construir um classificador com alta acuracia que pode
diminuir a carga de trabalho do desenvolvedor indicando a sua participacdo em tarefas
de seu interesse. Entretanto, reconhecemos que a taxa de recall obtida para a classe
“Participar” ndo foi satisfatoria. Por Gltimo, mostramos que nossa abordagem ¢ mais
efetiva se utilizarmos o algoritmo de classificagdo J48 em comparagdo ao Naive Bayes.
Este trabalho ¢ uma versdao mais detalhada de um trabalho anterior [Schwerz et al.,
2012]

A respeito dos trabalhos futuros, além daqueles j& citados na andlise das ameagas a
validade, entendemos que outros fatores que auxiliem a caracterizacdo dos
desenvolvedores devem ser explorados e combinados para melhorar o desempenho da
predi¢dao. Estdo sendo conduzidas anélises para verificar se o uso de Term Frequencies
(TF) ao invés do uso do Term Frequency — Inverse Document Frequency (TF-IDF),
para tentar melhorar as taxas de acerto para os desenvolvedores mais ativos. Além
disso, estdo sendo realizados experimentos para verificar se o uso do algoritmo
PageRank sobre a rede social de desenvolvedores pode trazer melhores resultados que o
uso de métricas puramente aplicadas sobre texto (no caso, o TF-IDF).
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